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摘  要：数字高程模型（digital elevation model, DEM）作为城市建模、灾害评估及三维可视化的数据基础，将其作为输入

能够提高许多地理分析应用的准确性和可靠性。为减少重建 DEM 中的伪影和噪声，提高 DEM 超分辨率重建的精度，提

出了一种结合自适应变形残差卷积与 U-Net 判别器的超分辨率生成对抗网络（super-resolution generative adversarial net⁃
work with adaptive deformable residual convolutions and U-Net discriminator, SRDCGAN）方法，实现了 DEM 的 4 倍超分

辨率重建。对 DEM 的重建精度进行评估，实验的 4 组数据集结果表明，均方根误差（root mean square error, RMSE）均值

下降了 0.3%~12.6%，平均绝对误差（mean absolute error, MAE）均值下降了 3.2%~14.5%，坡度误差（slope error, SE）

均值下降了 1.9%~18.3%，坡向误差（aspect error, AE）均值下降了 2.7%~7.1%。将重建效果与双三次插值及超分辨率

生成对抗网络方法进行对比，结果显示 SRDCGAN 方法能够有效去除伪影并保留更多的地形特征，在 RMSE、MAE、SE
和 AE 精度评价指标上均有显著改善。
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Abstract： Objectives: Digital elevation model (DEM) serves as the fundamental data infrastructure for ur⁃
ban modeling, disaster assessment, and high-fidelity three-dimensional visualization. DEM as an input can 
significantly enhance the accuracy and reliability of diverse geographic information system applications. To ad⁃
dress the inherent limitations of traditional interpolation and standard deep learning models in terrain recon⁃
struction, we aim to develop a super-resolution generative adversarial network with adaptive deformable re⁃
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sidual convolutions and U-Net discriminator (SRDCGAN) to suppress reconstruction artifacts and noise 
while simultaneously elevating the precision of DEM reconstruction. Methods: The proposed SRDCGAN 
method features several technical innovations: (1) The feature extraction layer of the generator incorporates a 
multi-level residual in residual dense block (RRDB) coupled with an adaptive deformable residual convolu⁃
tion mechanism. The RRDB structure effectively mitigates grid artifacts and high-frequency noise by nesting 
dense connections within a high-level residual framework. (2) To capture complex geomorphic features, adap⁃
tive deformable convolutional layers are integrated into the network. This allows the model to adaptively ad⁃
just sampling offsets based on local terrain complexity, providing superior flexibility in learning irregular ter⁃
rain structures. (3) The discriminator is redesigned using a U-Net architecture augmented with an attention 
block to facilitate multi-scale feature fusion and capture extensive global receptive fields. Results: The per⁃
formance is rigorously validated across four distinct terrain datasets. Quantitative analysis indicates that 
compared to the baseline super-resolution generative adversarial network model, the mean values of the 
root mean square error and the mean absolute error of the proposed method are reduced by 0.3%-12.6% 
and 3.2%-14.5%, respectively. Furthermore, terrain derivative accuracy shows marked improvements, 
with the mean values of the slope error and the aspect error declining by 1.9%-18.3% and 2.7%-7.1%, re⁃
spectively. Comparative evaluations demonstrate that the proposed SRDCGAN method effectively eliminates 
visual artifacts and preserves intricate topographic textures. Conclusions: The experimental findings verify 
that the proposed SRDCGAN method establishes a robust mapping relationship between high-resolution and 
low-resolution DEM data, showing strong generalization capabilities across diverse geographical regions.
Key words： DEM； super-resolution reconstruction； adaptive deformable residual convolution； generative 
adversarial network

数字高程模型（digital elevation model， DEM）

是利用有限的高程数据实现对地球表面的数字化

模拟。高分辨率 DEM 提供了准确的基础地理数

据［1］，被广泛应用于城市建模、灾害评估、水文建

模、军事战略等领域［2-3］。而在实际应用中，由于高

分辨率 DEM 的高保密性以及获取技术的限制，

DEM 的获取成本极高或难以获取。此外，不少高

分辨率 DEM 在数据采集和生成的时候会产生系

统误差，存在数据缩减等问题。

为了能够高效、低成本地获取较准确的高分

辨率 DEM 数据，学者们主要提出了两类方法：传

统重建方法和基于深度学习的方法。传统重建方

法主要有插值、回归和多尺度融合的方法。其中

插值方法主要有双线性插值［4］、B样条插值［5］、双三

次插值［6］、克里金插值［7］和距离逆加权插值等，这

类基于预定义数学公式的方法具有计算量小、复

杂度低、重建速度快等优点，但其线性假设导致生

成的 DEM 过于平滑，易产生振铃和锯齿伪影，在

高频地形特征区域（如陡坡、山脊）的重建性能较

差。而回归和多尺度融合方法虽能捕捉部分几何

特征和高频信息，但其学习质量高度依赖训练集

的样本分布，可能导致捕获冗余或错误的特征。

深度学习主要应用于计算机视觉［8］、语音识

别、自然语言处理［9］等领域，基于卷积神经网络

（convolutional neural network， CNN）［10］、深度残差

网络（deep residual network， ResNet）及生成对抗

网络（generative adversarial network， GAN）的方法

已逐步引入 DEM 超分辨率重建研究中［11］。最初，

基于 CNN 的方法被应用于 DEM 重建，然而，针对

自然图像训练的 CNN 在处理具有连续数值特性

的 DEM 时往往难以达到预期精度。此后，GAN
方法成为计算机视觉研究的热点。文献［12］通过

在 ResNet 中引入感知损失函数，构建了超分辨率

GAN（super-resolution GAN， SRGAN），该框架首

次实现了 4 倍放大因子下具有照片级逼真度的图

像推断，能够从大量下采样图像中恢复细节纹理；

文献［13］在此基础上提出了一种基于 DEM 数据

的 D-SRGAN 方法，使给定 DEM 数据集的空间分

辨率提高了 4 倍，且不需要额外的相关数据信息；

文献［14］提出了一种基于多地形特征的深度

CNN 模型用于 DEM 的超分辨率重建，实验结果

显示了该模型在整体高程精度和地形特征保留方

面的优势；文献［15］提出了一种地形特征感知的

超分辨率重建模型，旨在通过优化特征提取机制

来提升 DEM 的还原能力，从而保留关键的地形细

节；文献［16］分别应用循环增强判别 GAN［17］、

SRGAN 和 增 强 型 SRGAN（enhanced SRGAN， 
ESRGAN）［18］对 DEM 超分辨率重建进行了对比
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实验，实验结果表明，在一系列 DEM 超分辨率重

建任务中，SRGAN 模型取得了最优的重建精度。

然而，SRGAN 模型本身存在特征利用率不高、网

络参数较多、可扩展性较差等局限。更重要的是，

其内部的批量归一化（batch normalization， BN）层

会破坏 DEM 数据中的对比信息并影响网络训练

的稳定性。因此，若直接将此类深度学习方法应

用于 DEM 超分辨率重建任务中，往往会产生大量

的伪影和噪声。

综上所述，为有效抑制 DEM 超分辨率重建

中产生的伪影和噪声并进一步提升重建精度，关

键在于对现有网络模型及其权重计算方法进行

改进。U-Net 作为一种高效的深度 CNN 结构，通

过权值共享与多重上采样机制，能够在降低计算

成本的同时加快模型的收敛速度，为此提供了良

好的基础。因此，本文提出了一种结合自适应变

形残差卷积与 U-Net 判别器的超分辨率 GAN
（super-resolution GAN with adaptive deformable 
residual convolutions and U-Net discriminator， 
SRDCGAN）方法，通过学习 DEM 中的高频信息

来减少伪影和噪声并恢复地形特征，通过优化特

征提取模块与判别器结构，显著提升了模型的稳

定性和重建 DEM 的精细化程度。

1　本文方法

1.1　SRDCGAN基础框架

本文提出的 SRDCGAN 方法的基础技术流

程为：首先，通过双线性插值法对原始高分辨率

DEM 数据集进行 4 倍下采样处理，构建由低分辨

率与高分辨率 DEM 组成的配对数据集；然后，采

用基于 SRGAN 改进的 SRDCGAN 方法进行训

练。SRDCGAN 由生成器与判别器两部分组成，

生成器负责将输入的低分辨率 DEM 重建为高分

辨率图像，判别器则通过对生成的 DEM 与原始

高分辨率 DEM 进行对比辨析，引导网络不断优

化，最终实现高精度的地形特征还原。

1.2　生成器特征提取模块

为解决 SRGAN 模型在重建 DEM 时产生大

量伪影和噪声的问题，本文方法对其生成器的特

征提取模块进行了关键改进，设计并集成了残差

内 残 差 密 集 块（residual in residual dense block， 
RRDB）与自适应地形特征提取模块，旨在更有效

地捕获和重建地形数据的关键信息

1.2.1　RRDB
参考 ESRGAN［18］的改进方式，使用 RRDB 来

负责学习 DEM 的全局特征信息，该结构能够深化

网络架构，更有效地结合输入图像信息进行综合

恢复；密集分块结构可以有效去除伪影的影响并

提高图片质量，连续的密集分块有利于增加网络

容量、改善模型效果。RRDB 由 3 个残差密集模

块（residual dense block， RDB）［16］构 成 ，在 多 个

RDB 级联的基础上引入了外层残差连接，实现了

输入与输出特征的融合，形成了完整的残差内残

差结构。这种密集连接的卷积层可提取丰富的局

部特征，且各层 RDB 之间都实现了前后直接的信

息传递。利用 RDB 的局部特征融合机制自适应

地学习局部特征，可使训练过程更有效且稳定。

RDB 相当于将传统的残差块（residual block， 
RB）与密集块（dense block， DB）相结合，与传统

的 DB 不同，本文采用的 RDB 是在 DB 的基础上

去除了 BN 层。BN 层虽然能加速训练并允许使

用更高的学习率，但在训练与测试数据分布差异

较大或网络深度增加时，BN 层可能引入不良伪

影并削弱网络的泛化能力与训练稳定性。因此，

为保障训练过程的稳定与一致性，同时降低计算

开销及图形处理单元（graphics processing unit， 
GPU）的内存占用，本文移除了 BN 层。总体而

言，这一做法有助于提升模型的泛化能力，并降

低计算复杂度与内存消耗。

本文使用的是基于传统 DB 的卷积层结构模

式改进的 RDB，包含 5 层卷积层，并用 Leaky 修正

线性单元（rectified linear unit， ReLU）作为激活函

数，通过密集连接来进行信息传递。基于此，RDB
能够有效抑制重建过程中伪影与噪声的产生，在

扩大网络感受野的同时显著增强了模型对 DEM
复杂地形特征的提取能力。

1.2.2　自适应地形特征提取模块

为了学习到更多的地形结构信息，本文结合

了一种自适应卷积结构来学习地形的结构特征，

通过将传统的固定核卷积替换为可变形卷积，使

网络能够根据地形的起伏变化动态调整感受野，

从而增强对复杂地貌特征的学习能力。

可变形卷积又被称为自适应卷积，结构如图

1（a）所示。其本质是在标准采样位置上增加偏

移量，该偏移量由一个额外的标准卷积层学习得

到，从而保证在训练过程中可变卷积层能够根据

特征的形状动态调整偏移量，使卷积核能根据地

形的变化扩大学习范围，进而实现对地形结构的

自适应学习。

基于可变形卷积层自适应特征采样的特性，
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本文设计了一种将残差结构和自适应卷积相结合

的自适应变形残差卷积模块，整体结构如图 1（b）
所示。该模块包含两层可变形卷积，卷积核大小

设置为 3×3，使用 ReLU 作为激活函数，并通过跳

跃连接进行信息传递。通过这一设计，特征提取

网络能够学习任意形状的特征采样方式，从而自

主提取复杂的地形特征信息。

1.3　生成器框架

生成器结构参考 SRGAN 的整体框架，主要

由特征提取模块以及亚像素卷积层组成。其中，

特征提取模块集成了 RDB 与自适应变形残差卷

积模块，前者通过密集的残差连接实现多尺度地

形特征的深度融合与复用，在提升特征表达能力

的同时有效减少信息丢失；并与后者协同工作，

进一步捕捉更丰富的地形结构特征。

融合自适应卷积的生成器网络结构如图 2 所

示。首先，网络前端使用 4 个串联的 RRDB 进行

初级特征提取，每个 RRDB 内部由 3 个 RDB 组

成，这种密集连接的卷积结构能有效抑制重建过

程中产生的伪影与噪声。然后，特征图被送入 9
个自适应变形残差卷积模块，这些模块在标准

RB 的基础上将其中的常规卷积替换为可变形卷

积，从而实现了对地形特征的自适应灵活提取。

同时，所有特征提取模块内部均采用了跳跃连接

以促进信息流动，缓解梯度消失与过拟合问题。

最后，通过一个亚像素卷积层对特征图进行上采

样，提高图像分辨率，输出高分辨率 DEM。

1.4　判别器框架

DEM 的纹理特征往往是连续且多样的，为

了进一步扩大判别器的感知范围、提高特征提取

能力和稳定性并减少重建结果的瑕疵伪痕，本文

参考 A-ESRGAN（attention-ESRGAN）模型［19］的

判别器，使用注意力机制来扩大感受野，捕获语

义的上下文信息。在标准 CNN 架构中，特征下

采样虽能捕捉粗糙空间尺度下的关联特征，但面

对几何形状多变的小尺度地物时，往往难以提取其

精准的拓扑关系，从而容易产生误报或虚警现象。

为解决这一问题，本文引入了注意力模块。与多级

CNN 中的定位模型不同，注意力模块能够以较少

图 2　融合自适应卷积的生成器网络结构

Fig.  2　Structure of Generator Network Integrating 
Adaptive Convolution

图 1　自适应卷积结构和自适应变形残差卷积模块

Fig.  1　Adaptive Convolutional Structure and Adaptive Deformable Residual Convolution Block
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的模型参数进行训练，无需在网络之间裁剪兴趣区

域，并可逐渐抑制不相关背景区域中的特征响应。

拼接模块［19］将注意力模块和前一步 U-Net的
输出作为输入，首先通过双线性插值对 U-Net 的
信息处理部分进行两倍特征下采样，然后通过普

归一化操作增强 GAN 在训练过程中的稳定性，最

后将 U-Net与注意力模块信息进行拼接输出。

结合 U-Net 的判别器结构如图 3 所示。判别

器采用标准的 U-Net 框架，由一个下采样编码模

块和一个上采样解码模块以及 3 个注意力模块组

成。在下采样编码模块的网络编码部分，输入图

像经由层级化滤波处理，在每个尺度下通过因子

为 2 的线性插值进行尺度缩减。该过程共执行 3
次下采样操作，且均在卷积块处理前完成。在此

过程中，从粗尺度层级提取的特征信息被传递至

拼接模块，用以抑制跳跃连接中不相关特征与噪

声的干扰。随后，在对应的解码阶段执行上采样

操作，同样以因子 2进行逐级插值还原。

1.5　损失函数

损失函数是一种解决优化问题的学习准则，

通过最小化损失函数可对模型进行评估，从而求

取最优训练成果。而在 SRGAN 中，感知损失函

数的确定直接关乎生成器网络的性能。常用的

损失函数是均方误差（mean square error， MSE）
损失，本文参考 SRGAN 的损失函数，将损失函数

分为全局内容损失和对抗损失两个部分，总损失

函数 L total 的计算公式为。

L total = L content + αLGAN （1）
式中，L content 为全局内容损失，用于约束生成图像

与真实图像在像素及特征上的相似性；LGAN 为对

抗损失，用于提升生成图像的逼真度；α 为调节各

项损失权重的比例系数，本文中设定 α=1×10−3。

全局内容损失主要用来衡量生成器生成图

像和原始图像之间的差异，常使用平均绝对误差

（mean absolute error， MAE）损 失 或 者 MSE 损

失。本文采用 MSE 损失来优化全局地形精度，

相关计算公式为：

L content = LMSE + βLϕMSE （2）

LMSE = 1
N ∑

i

N

 ( I high - G ( I low ) ) 2
（3）

LϕMSE = 1
N ∑

i

N

 (ϕ ( I high )- ϕ ( )G ( )I low ) 2
（4）

式中，LMSE 表示生成图像和目标图像的 MSE 损

失；β 表示特征损失相对于像素损失的权重因子，

在训练中设定 β =0.006；LϕMSE 表示生成图像特征

和目标图像特征的 MSE 损失；N 表示 DEM 单元

的数量；I high 表示原始的高分辨率 DEM 图像；G

表示生成器重建；I low 表示输入的低分辨率 DEM
图像；ϕ 代表对应 DEM 的特征图。

在训练阶段，生成器的对抗损失 LGAN 的计算

公式为：

图 3　结合 U-Net的判别器结构

Fig.  3　Structure of Discriminator Combined with U-Net

561



武  汉  大  学  学  报   （信  息  科  学  版） 2026 年 3 月

LGAN = 1
N ∑

i

N

 | 1 - D (G ( I low ) ) | （5）

式中，D 表示判别器的鉴别结果。

2　数据准备和评价指标

2.1　数据集介绍

为了验证所提方法的有效性，本文设计了两

组 DEM 数据集进行实验：（1）数据集 1 是选自中

国四川省的先进陆地观测卫星搭载的 L 波段相控

阵合成孔径雷达 12.5 m 分辨率的 DEM 数据，该

区域地形特征复杂，涵盖了山脊、沟谷、河流及盆

地等多种地貌。经数据处理后，共生成 20 000 张

64 × 64 像素的 DEM 样本集。（2）数据集 2 是选自

美国地质调查局的 30 m 分辨率 DEM 数据，对

DEM 数据进行剪裁处理后，共生成 20 000 张

64 × 64 像素的 DEM 样本集。

将数据集分为 4 组：A 组为 10 000 张 30 m 分

辨率的数据集，B 组为 20 000 张 30 m 分辨率的数

据集，C 组为 10 000 张 12.5 m 分辨率的数据集，D
组为 20 000 张 12.5 m 分辨率的数据集。为获取

生成器所需的低分辨率输入，本文采用最近邻下

采 样 方 法 ，按 照 预 设 的 采 样 因 子 对 高 分 辨 率

DEM 数据集进行处理。在模型训练阶段，将

DEM 高程值归一化至［− 1，1］区间作为网络输

入，归一化过程的计算公式为：

Di - n = 2 × Di - H min

H max - H min
- 1 （6）

式中，Di 表示输入的 DEM 图像；Di - n 表示 Di 的归

一化版本；H max 和 H min 分别表示 Di 的最大和最小

单元值。将归一化后的低分辨率 DEM 作为网络

模型的输入进行训练，训练完成后，模型输出的

结果以 ASCⅡ格式编码生成 DEM 图像，随后将

其转换为 TIFF 格式以进行可视化展示。

2.2　评价指标

为了对本文所提方法进行定量评估，采用均

方 根 误 差（root mean square error， RMSE）、

MAE、坡 度 误 差（slope error， SE）和 坡 向 误 差

（aspect error， AE）4 个评价指标来评估 DEM 超

分 辨 率 的 重 建 精 度 ，4 个 评 价 指 标 的 计 算 公

式为：

ZRMSE =
∑
i = 1

N ( )hi - ĥ i

2

N
（7）

ZMAE =
∑
i = 1

N

    || hi - ĥ i

N
（8）

ZSE ij
= arctan dx2 + dy 2 （9）

ZAE ij
= arctan (-dy

dx ) （10）

dx = ( )hi - 1,j + 1 + 2hi,j + 1 + hi + 1,j + 1 - ( )hi - 1,j - 1 + 2hi,j - 1 + hi + 1,j - 1

8s
（11）

dy = ( )hi + 1,j - 1 + 2hi + 1,j + hi + 1,j + 1 - ( )hi - 1,j - 1 + 2hi - 1,j + hi - 1,j + 1

8s
（12）

式中，hi 和 ĥ i 分别表示生成的高分辨率 DEM 和真

实的高分辨率 DEM；hi，j 表示在（i，j）处的高程值；s

为 DEM 的分辨率大小；dx和 dy分别为坡度分量。

3　验证实验

3.1　实验参数

本文对比了多种方法的重建效果，对比方法

包括 Bicubic、SRGAN、SwiftSRGAN［20］方法，并

针对判别器模块进行了消融实验。在此实验中，

基于本文提出的生成器优化方案，采用了带原始

判别器结构的 SRGAN（SRGAN with discrimina⁃
tor convolutional generator， SRGAN-DCG）进行

对比。在验证实验中，所有基于深度学习的方法

均通过预训练来提升模型训练效率。预训练阶段

仅使用生成器对数据集进行单独训练。由于显存

限制，预训练时批量大小设置为 16，历元次数设置

为 2。损失函数采用式（2）的全局内容损失。

预训练完成后，按照 GAN 模型的训练模式进

行 100次历元训练，得到最终结果。在训练和测试

过程中，所有网络均基于 PyTorch 框架实现。训

练硬件配置为：CPU 为 Intel（R） Core（TM） i9-

11900K，GPU 为 NVIDIA GeForce RTX 3080 Ti。
训练过程中，使用 Adam 优化器对每次更新进行优

化，预训练的学习率设置为 1×10-2，正式训练的

学习率设置为 1×10-6，训练批量大小设置为 16。
3.2　实验结果

本实验的下采样倍数为 4，对初始分辨率分别

为 30 m 和 12.5 m 的 DEM 数据集进行训练。分别

采用 Bicubic、SRGAN、SwiftSRGAN［20］、SRGAN-

DCG、SRDCGAN 方法对 A、B、C、D 数据集进行

对比实验，最终重建出分辨率分别由 120 m 提升至

30 m 以及由 50 m 提升至 12.5 m 的 DEM 结果。

首 先 ，基 于 4 个 数 据 集 ，采 用 SRGAN 和
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SRDCGAN 方法进行 DEM 超分辨率重建的训练

损失曲线如图 4 所示。可以看出，相比于 SRGAN
方法，SRDCGAN 方法在模型收敛速度方面占据

了明显的优势，通常在 10 次训练轮数内损失趋于

平稳，收敛速度更快，而 SRGAN 的损失在训练过

程中出现震荡及过拟合的现象。实验结果表明，

SRGAN 方法中模型训练整体不稳定，而 SRDC⁃
GAN 方法使得模型训练速度更快，训练更稳定。

分别统计了测试数据集中 DEM 的重建精度

评估指标的均值，结果如表 1 所示。由表 1 可知，

相较于 SRGAN 方法，本文所提的 SRDCGAN 方

法对 DEM 的超分辨率重建有显著的提升效果，

RMSE 均值下降了 0.3%~12.6%，MAE 均值下降

了 3.2%~14.5%，SE 均值下降了 1.9%~18.3%，

AE 均值下降了 2.7%~7.1%；相较于 Bicubic 和

SwiftSRGAN 方法，从 RMSE 指标来看，SRDC⁃
GAN 取得更优的结果，从 SE 和 AE 指标来看，Bi⁃
cubic 和 SwiftSRGAN 分别在不同数据集中取得

了更好的结果；在判别器的消融实验中，SRDC⁃
GAN 在 B、C 数据集中取得较好的结果，A、D 数据

集中的部分指标显示 SRGAN-DCG 效果更好。

综合各项评估指标，SRDCGAN 方法虽然在

个别数据集的对比实验中没有获得最佳的指标，

但相较于 SRGAN 方法具有显著的提升，验证了本

文方法在提升 DEM 重建精度方面的应用价值。

A、B数据集的典型地形重建结果如图 5所示。

由于下采样因子为 4，DEM 丢失了大量的地形信

息，所以在重建复杂地形时难以重建出完全符合

实际的地形特征。从地形特征上来看，Bicubic 方

法虽然边缘平滑，但地形特征恢复不全；SRGAN
方法虽然恢复了更多的地形，但图像四周存在大

量噪声和伪影；SwiftSRGAN 方法对纹理的重建更

细致，但却存在锯齿和失真的情况。例如，A 数据

集的②组和③组结果中，SRGAN 方法重建的结果

存在明显不符合地形特征的伪影，且四周存在大

量的噪声；B 数据集的①组和③组结果中，Bicubic
方法的重建结果边缘平滑，地形特征丢失或与实

际地形不符，重建结果边缘存在伪影；A 数据集的

①组结果中，SwiftSRGAN 方法的重建结果存在大

量的锯齿，但在 B 数据集的③组结果中可以看出，

SwiftSRGAN 更适用于纹理特征极其明显的情况。

而本文所提的 SRDCGAN 方法重建出了更多的

DEM 地形特征，也减少了伪影和噪声的产生。

C、D 数据集的典型地形重建结果如图 6 所

示。由于这两组数据集本身分辨率较高，各方法

对地形特征的提取均取得了较好的效果。从

RMSE 指标来看，SRGAN 和 SwiftSRGAN 方法

重建结果的 RMSE 值相对较高，这是因为在较高

图 4　SRGAN 与 SRDCGAN 方法的训练损失曲线

Fig.  4　Training Loss Curves of SRGAN and SRDCGAN Methods
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分辨率的条件下，SRGAN 方法重建过程中产生的

伪影和噪声对 DEM 精度的影响更为显著，特别表

现在纹理特征不突出的 DEM 数据上，例如 C 数据

集的②组数据，该区域地形平坦，纹理特征不明显，

SRGAN 方法产生了大量的伪影和噪声，而 Swift⁃
SRGAN 方法稳定性较差，重建结果存在大量锯齿

和不合理的纹理。相比之下，本文方法重建的结果

不仅伪影和噪声更少，其 RMSE 值也低于 Bicubic
和 SRGAN方法，取得了最好的重建精度。

选取 4 组数据集的典型数据对重建结果进行

了河网分析 ，结果如图 7 所示。由图 7 可知 ，

SRDCGAN 方法对河流特征的保留效果更好，河

流网络相对更加连续、完整，没有明显的断裂或

缺失，能够相对更准确地反映出研究区域的水系

分布情况。

无论是在复杂还是简单的地形中，本文方法

都能取得较好的重建效果，能够在保留地形特征

的同时降低伪影和噪声的产生，得到了较高精度

的结果。本文通过对生成器与判别器中各模块

的改进，有效解决了 SRGAN 方法存在的伪影、噪

声及模型不稳定等问题，使 SRDCGAN 方法在

DEM 超分辨率重建任务中取得了良好的效果。

4　结     语

本文提出了 SRDCGAN 方法用于 DEM 的 4

倍超分辨率重建。针对 SRGAN 模型在 DEM 重

建中存在的伪影、噪声及训练不稳定等问题，本

文从生成器和判别器两个角度进行了改进。在

表 1　4组数据集的对比实验结果评估

Table 1　Evaluation of Comparative Experimental Results 
of Four Datasets 

数据集

A

B

C

D

方法

Bicubic
SRGAN

SwiftSRGAN
SRGAN-DCG

SRDCGAN
Bicubic

SRGAN
SwiftSRGAN
SRGAN-DCG

SRDCGAN
Bicubic

SRGAN
SwiftSRGAN
SRGAN-DCG

SRDCGAN
Bicubic

SRGAN
SwiftSRGAN
SRGAN-DCG

SRDCGAN

RMSE
均值

0.811
0.849
0.979
0.735
0.785
2.289
2.289
2.549
2.195
2.144
1.252
1.025
1.042
1.071
1.022
1.693
1.474
1.308
1.285
1.289

MAE
均值

0.475
0.548
0.695
0.440
0.485
1.330
1.507
1.882
1.400
1.348
0.727
0.692
0.721
0.694
0.670
0.920
0.944
0.858
0.803
0.807

SE
均值

2.099
1.951
2.249
1.903
1.896
4.083
4.089
3.713
4.065
4.010
2.620
2.649
2.172
2.285
2.307
3.186
3.143
2.460
2.560
2.569

AE
均值

1.542
1.619
1.736
1.550
1.564
1.505
1.571
1.532
1.556
1.529
1.400
1.384
1.263
1.314
1.313
1.281
1.304
1.194
1.215
1.212

图 5　A、B 数据集的典型地形重建结果

Fig.  5　Results of Typical Terrain Reconstruction for Datasets A and B
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生成器方面，设计了 RRDB 与自适应地形特征提

取模块。RRDB 通过去除 BN 层并采用密集连接

结构，有效抑制了重建过程中的伪影与噪声，同时

降低了计算复杂度与内存消耗。自适应地形特征

提取模块将可变形卷积引入残差网络，使卷积核能

够根据地形的起伏变化动态调整感受野，从而增强

了对复杂地貌特征的学习能力。在判别器方面，采

用融合注意力机制的 U-Net结构。通过引入注意

力模块抑制不相关背景区域的特征响应，结合 U-

Net的编码-解码架构实现了多尺度特征融合，有效

扩大了感知范围并提升了特征提取的稳定性。

实验结果表明，在 4 组不同分辨率的 DEM 数

据集上，SRDCGAN方法在重建精度和视觉效果上

均优于对比方法。定量评估方面，相较于 SRGAN
方 法 ，SRDCGAN 方 法 的 RMSE 均 值 下 降 了

0.3%~12.6%，MAE均值下降了 3.2%~14.5%，SE
均值下降了 1.9%~18.3%，AE 均值下降了 2.7%~
7.1%。在训练稳定性方面，SRDCGAN 方法的收

敛速度更快，损失曲线更平滑，未出现 SRGAN 方

法训练过程中的震荡现象。从重建效果来看，

SRDCGAN方法有效抑制了伪影和噪声的产生，保

留了更完整的地形纹理特征，在平坦区域和复杂地

形区域取得了良好的重建效果。河网分析进一步

验证了本文方法对地形线性特征的保持能力。

综上所述，SRDCGAN 方法能够建立低分辨

率与高分辨率 DEM 数据之间的映射关系，实现高

精度的 DEM 超分辨率重建，有望在地质调查、水

文建模等高分辨率 DEM 应用领域发挥实用价值。
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